Capitulo 4

Construccion de hipotesis
candidatas

...la respuesta errénea a un ejercicio puede mostrar una ausencia
real de comprension o revelar el hecho de que el alumno ha construido
su propio modelo personal. Desde luego, todo el mundo estard de
acuerdo en que, sea cual sea el modelo construido, éste ha de juzgarse
por su coherencia, y no por su conformidad con el del profesor.

IVES KODRATOFF
Introduction to Machine Learning

En el capitulo anterior se ha presentado un modelo de clasificacion, al que
hemos denominado ART, que se encuentra a medio camino entre los algorit-
mos TDIDT de construccion de arboles de decision y los algoritmos de induc-
cion de reglas que construyen listas de decision. Es este capitulo nos centrare-
mos en la etapa de construccion de hipotesis candidatas, el proceso mediante
el cual ART genera conjuntos de reglas potencialmente (tiles para construir el
arbol de clasificacion.

Como ya se ha comentado, ART emplea una de las técnicas mas populares
de Data Mining para llevar a cabo esta etapa de una forma eficiente: la extrac-
cion de reglas de asociacion. El proceso de extraccion de reglas de asociacion,
usualmente ligado a la exploracion de grandes bases de datos transacciona-
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les, se suele descomponer en dos etapas, tal como vimos en el apartado 2.3:
encontrar todos los itemsets frecuentes presentes en la base de datos (esto es,
aquellos patrones cuyo soporte es mayor o igual que un umbral minimo esta-
blecido por el usuario, MinSupp) v, a partir de esos itemsets, derivar todas las
reglas de asociacion cuya confianza se encuentre por encima del otro umbral
que ha de establecer el usuario (MinConf).

La implementacion actual de ART utiliza TBAR [19], un algoritmo de la
familia de Apriori [7] que permite obtener los itemsets frecuentes de un modo
eficiente. El algoritmo TBAR resulta particularmente adecuado para descubrir
patrones en conjuntos de datos densos, que son aquellos conjuntos de datos que
presentan relativamente pocos valores nulos (frente a las bases de datos tran-
saccionales en las cuales cada transaccion so6lo incluye una minima fraccion
de los articulos o productos con los que trabaja una empresa).

En problemas de clasificacion, los conjuntos de datos de entrenamiento
suelen provenir de bases de datos relacionales, ampliamente utilizadas en sis-
temas informaticos de todo tipo. El conjunto de entrenamiento suele ser, por
tanto, una tabla con un conjunto finito de atributos. Cada ejemplo de entrena-
miento es, pues, un conjunto de pares atributo:valor y no una mera serie de
items presentes en una transaccion. TBAR, de hecho, se ide6 con este tipo de
conjunto de datos en mente para agilizar el proceso de extraccion de itemsets
frecuentes en bases de datos relacionales [19].

Por consiguiente, TBAR se ajusta perfectamente a las necesidades de gene-
racion de hipbtesis candidatas de ART. Los itemsets frecuentes que se obtienen
con TBAR se utilizan como punto de partida para construir reglas de asocia-
cion y las mejores reglas de asociacion de las obtenidas se seleccionan para
ramificar el &rbol de decision que construye ART.

En cualquier caso, ha de quedar claro que el algoritmo TBAR es un méto-
do general de extraccion de reglas de asociacion en bases de datos relacionales
y como tal se estudiara en la seccién 4.2. En la seccibn siguiente se mos-
trara como se puede aplicar TBAR a un caso particular: la construccion de
modelos de clasificacion con ART.
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4.1. Extraccion de reglas de asociacion

En esta seccibn se recopilan las ideas que sirven de base al algoritmo
TBAR, presentado en la seccion 4.2. Este algoritmo logra mejorar notable-
mente la eficiencia de algoritmos previos como Apriori, tal como se vera en el
apartado 4.2.3.

El proceso general de extraccion de reglas de asociacion ya se present6 en
el capitulo 2 antes de describir distintos modelos de clasificacion basados en
reglas de asociacion (véase la seccion 2.3).

La parte que mas tiempo consume del proceso de extraccién de reglas de
asociacion es el descubrimiento de los itemsets frecuentes presentes en una
base de datos, mientras que la generacion de las reglas de asociacion derivadas
de esos itemsets es relativamente inmediata. Por tanto, centraremos nuestra
atencion en el proceso de obtencion de los itemsets frecuentes.

Denotemos L al conjunto de todos los k-itemsets frecuentes (donde L
proviene del adjetivo large) y Cj, al conjunto de k-itemsets candidatos (esto
es, los k-itemsets potencialmente frecuentes).

4.1.1. Elalgoritmo Apriori

El algoritmo Apriori [7] realiza maltiples recorridos secuenciales sobre
la base de datos para encontrar los itemsets frecuentes. En el k-ésimo reco-
rrido sobre el conjunto de datos, el algoritmo encuentra todos los k-itemsets
frecuentes. De hecho, cada iteracion del algoritmo incluye dos fases: la fase
de generacion de candidatos que obtiene C), a partir de Lj_1, y el recorrido
secuencial propiamente dicho que permite calcular el soporte de los itemsets
candidatos y podar dicho conjunto para obtener el conjunto L, de itemsets fre-
cuentes. El algoritmo termina su ejecucion cuando Ly, o Cy, se queda vacio.
Para agilizar el proceso, se asume que los items en un itemsets estan ordenados
lexicograficamente y se utiliza una estructura de datos en forma de tabla hash
multinivel que permite almacenar y gestionar los conjuntos de candidatos C',
de una forma eficiente.

Si bien la mayor parte de algoritmos de extraccion de reglas de asociacion
siguen el proceso descrito para el algoritmo Apriori, existen alternativas en las
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cuales no es necesario generar un conjunto candidato de itemsets potencial-
mente frecuentes para obtener los itemsets frecuentes [74].

A continuacion se describen las dos fases en las que se descompone cada
iteracion del algoritmo Apriori:

e Generacion de candidatos

En la fase de generacion de candidatos, el conjunto de todos los (k —1)-
itemsets frecuentes descubiertos en la iteracion (k — 1) se utiliza para
generar el conjunto de candidatos C. C}, ha de ser necesariamente un
superconjunto de Ly, el conjunto formado por todos los k-itemsets fre-
cuentes. Dado que todos los subconjuntos de un itemset frecuente son
también frecuentes, C}. puede obtenerse a partir de L;_; en dos pasos:

— REUNION: Se crea un superconjunto CY, de C}, a partir del produc-
to cartesiano de Lj_; consigo mismo, lo cual puede realizarse de
una forma eficiente cuando los items de los itemsets estan ordena-
dos lexicograficamente. En tal situacion, el conjunto C, se obtiene
realizando la reunion natural Lj_; > Lj_q sobre los primeros
k —2itemsde Lj_1.

— PoDA: Se eliminan todos los k-itemsets ¢ € C, con algin subcon-
junto propio de k£ — 1 items que no esté en L;_;. Tras la construc-
cion de C;, ya sabemos que dos de los subconjuntos de k£ — 1 items
son frecuentes, por lo que s6lo tendremos que comprobar la pre-
senciaen Ly de k—2 subconjuntos de cada k-itemset candidato.

e Recorrido secuencial de la base de datos

Una vez que hemos obtenido el conjunto candidato de itemsets poten-
cialmente frecuentes, se recorre secuencialmente la base de datos para
determinar el nimero de transacciones (tuplas en bases de datos rela-
cionales) en que aparece cada uno de los itemsets candidatos. Para cada
transaccion, se incrementa en uno el soporte de los candidatos de C}. que
estén incluidos en la transaccion. Al finalizar el recorrido de la base de
datos, se examina el soporte de cada candidato para determinar cuales
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de los candidatos son realmente itemsets frecuentes (miembros de pleno
derecho de Lj). Apriori emplea una tabla hash multinivel para realizar
la cuenta del nimero de ocurrencias de cada itemset en la base de datos.

4.1.2. Elalgoritmo DHP

El algoritmo DHP [119], Direct Hashing and Pruning, se ide6 partiendo
del algoritmo Apriori. Como este Gltimo, DHP utiliza una tabla hash multini-
vel para almacenar los itemsets candidatos. Ademas, DHP emplea una tabla
hash adicional para (k + 1)-itemsets al calcular el soporte de los k-itemsets.
Cada entrada de esa tabla hash contiene la suma del nUmero de ocurrencias de
todos los itemsets de tamario & + 1 que tengan el mismo valor hash. Cuando se
crea el conjunto de candidatos C}.. 1, si el valor almacenado en la casilla co-
rrespondiente a un itemset candidato de tamafio k£ + 1 es menor que el umbral
de soporte minimo (MinSupp), entonces ese itemset no se incluye en Cj. 1, ya
gue no puede ser frecuente.

El uso de esta tabla hash adicional durante las primeras iteraciones de un
algoritmo como Apriori permite reducir el tamafio de los conjuntos de can-
didatos generados. Como la parte que mas tiempo consume de la extraccion
de reglas de asociacion es la obtencion de los itemsets frecuentes a partir de
un conjunto grande de itemsets candidatos, DHP consigue reducir el tiempo
consumido por el algoritmo de extraccion de reglas de asociacion.

En las Gltimas iteraciones del algoritmo, cuando el conjunto de candidatos
ya no es tan grande, puede emplearse el algoritmo Apriori para eliminar la
carga adicional que supone la utilizacion de la tabla DHP.

En cualquier caso, hay que resaltar que las mejoras de rendimiento obteni-
das con la técnica DHP dependen en gran medida de la naturaleza del conjunto
de datos con el que se esté trabajando. Las diferencias pueden ser enormes en
las bases de datos transaccionales tipicas o no existir siquiera en algunas de las
bases de datos relacionales utilizadas para resolver problemas de clasificacion.

Otra técnica interesante utilizada por el algoritmo DHP consiste en reducir
el tamafio de la base de datos en cada iteracion, lo que se suele conocer por
el término inglés transaction trimming. Si una transaccion contiene un itemset
frecuente de tamafio k£ + 1, debe contener al menos & -+ 1 itemsets frecuentes de
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tamafio k. Aquellas transacciones que no contengan k& -+ 1 itemsets frecuentes
pueden eliminarse en la k-ésima iteracion del algoritmo para reducir el tamafio
del conjunto de datos utilizado en posteriores iteraciones. De esta forma se
puede conseguir un ahorro considerable de tiempo en el proceso de extraccion
de reglas de asociacion. Sin embargo, ha de tenerse en cuenta que esta técnica
puede no ser aplicable si no se dispone del espacio suficiente para almacenar
los conjuntos de datos temporales utilizados en cada iteracion.

4.2. Elalgoritmo T (TBAR)

En esta seccion se describe detalladamente el funcionamiento del algorit-
mo TBAR, acrénimo de Tree-Based Association Rule mining. TBAR es un al-
goritmo general de extraccion de reglas de asociacion que puede ser Gtil siem-
pre que deseemos extraer itemsets frecuentes en un conjunto de datos. Los
itemsets descubiertos por TBAR pueden utilizarse para analizar el contenido
de grandes bases de datos utilizando reglas de asociacion, estudiar secuencias
y series temporales, construir perfiles de usuario en sistemas de recuperacion
de informacion a partir de los terminos mas comunes en un conjunto de docu-
mentos o, incluso, como base para otras aplicaciones mas exoticas [152].

TBAR hace especial hincapié en la aplicacion del proceso de extraccion de
reglas de asociacion sobre bases de datos relacionales porque muchos de los
sistemas de informacién que funcionan hoy en dia almacenan la informacion
en forma de tablas (en el sentido relacional del término). Este hecho hace de
las bases de datos relacionales un objetivo de especial interés para las técnicas
de Data Mining.

El algoritmo TBAR es un algoritmo de extraccion de reglas de asociacion
de la familia de Apriori [7], que se caracteriza por almacenar todos los item-
sets descubiertos en una (nica estructura de datos en forma de arbol a la que
denominaremos arbol de itemsets. Ademas, TBAR incluye la posibilidad de
emplear una version generalizada de DHP [119], una técnica que permite po-
dar alin mas el conjunto de itemsets candidatos (apartado 4.1.2).

Por otro lado, TBAR también se diferencia de Apriori al adoptar una de-
finicion diferente de item que nos permitira reducir el tamafio del conjunto de
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itemsets candidatos (los itemsets potencialmente relevantes) cuando se utilizan
bases de datos relacionales. En este contexto, un item es un par a:v, donde a
es una atributo (una columna de una tabla) y v es uno de los valores que puede
tomar el atributo a. Una tupla ¢ contiene un item a:v si su atributo a toma como
valor v.

Igual que en las bases de datos transaccionales, un itemset no es mas que
un conjunto de items. Un k-itemset es un itemset que contiene & items. Una
tupla ¢ de aridad m contiene un itemset I de grado k& < m si la tupla ¢ contiene
todos los items presentes en el itemset 1.

Una propiedad fundamental de los itemsets derivados de una relacién ob-
tenida como resultado de realizar una consulta sobre una base de datos relacio-
nal es que un itemset no puede contener mas que un item para cada columna
de la tabla. En otras palabras, todos los items incluidos en un itemset deben
corresponder a diferentes columnas de la tabla. Matematicamente, si aq:v1 Yy
as:ve pertenecen al itemset I, siendo v1#£wvs, entonces a;#as. Esta propie-
dad es consecuencia directa de la Primera Forma Normal (1NF): una relacion
esta en Primera Forma Normal si los dominios de todos sus atributos contienen
Unicamente valores atomicos.

La propiedad anterior de las bases de datos relacionales nos permitira po-
dar el conjunto de candidatos durante la generacion de itemsets frecuentes y
justifica nuestra distincion entre items de una base de datos transaccional e
items en una base de datos relacional. Cuando se trabaja sobre bases de da-
tos relacionales, la etapa de reunion de la fase de generaci6n de candidatos
del algoritmo Apriori puede modificarse para podar el conjunto de candidatos
eliminando aquéllos itemsets que no estén en Primera Forma Normal.

4.2.1. Vision general de TBAR

El primer subproblema que afronta cualquier algoritmo de extraccion de
reglas de asociacion es el descubrimiento de todos los itemsets potencialmen-
te interesantes, denominados itemsets frecuentes cuando utilizamos el soporte
como medida de relevancia (véase la seccion 4.4.2). En el marco tradicional de
extraccion de reglas de asociacion, el objetivo es encontrar todos los itemsets
cuyo soporte iguale, al menos, al umbral MinSupp, aunque también se pueden
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utilizar otras medidas de interés (el uso de los itemsets frecuentes, de hecho,
ha sido muy criticado [2] [3]). Asi pues, en general, nos referimos a los item-
sets potencialmente interesantes como ‘itemsets relevantes’ en vez de ‘itemsets
frecuentes’, dejando abierta la posibilidad de utilizar medidas de relevancia al-
ternativas.

TBAR requiere que, si un conjunto de items dado es relevante, entonces to-
dos sus subconjuntos también sean relevantes. Los itemsets frecuentes satisfa-
cen esta propiedad de monotonia y otros criterios también lo hacen. De hecho,
este requerimiento es esencial para cualquier algoritmo que se base en la ge-
neracion de un conjunto de candidatos de itemsets potencialmente relevantes.
Desde este punto de vista, Apriori y TBAR son completamente equivalentes.

El algoritmo TBAR, pues, sigue la misma filosofia que la mayor parte
de los algoritmos de extraccion de reglas de asociacion: primero busca los
itemsets relevantes y después genera las reglas de asociacion que se derivan a
partir de los itemsets obtenidos.

42.1.1. Obtencion de los itemsets relevantes

El primer paso del algoritmo consiste en descubrir todos los itemsets po-
tencialmente interesantes que se encuentren en la base de datos. TBAR, al
igual que Apriori, implementa un algoritmo iterativo que, paulatinamente, va
obteniendo itemsets de mayor tamafio a partir de los itemsets encontrados en
la iteracion anterior. El algoritmo TBAR se puede implementar utilizando el
lenguaje de programacion Java como se muestra a continuacion:

set.lnit (M nSupport);

itensets = set.Relevants(1l);

k = 2;

whil e (k<=colums && itensets>=k) {
itemsets = set.Candi dates(k);
if (itensets>0)

itensets = set. Rel evant s(k);

k++;
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En el fragmento de codigo anterior, set denota la estructura de datos uti-
lizada por TBAR para almacenar todos los itemsets descubiertos (el arbol de
itemsets descrito en la seccion 4.2.2) y la variable k indica en cada momento
el tamafio de los itemsets sobre los que se esta trabajando.

El método | ni t inicializa la estructura de datos indicandole los parame-
tros establecidos por el usuario (en este caso, el umbral de soporte minimo).
Rel evant s( k) sirve para generar L, (una vez que tenemos C}) mientras
gue Candi dat es( k) nos permite crear C, a partir de L;_;. La implemen-
tacion de ambos métodos devuelve el nimero de itemsets incluidos en el @lti-
mo conjunto obtenido con la finalidad de poder finalizar el proceso cuando no
haya itemsets candidatos. Obviamente, no se pueden obtener itemsets relevan-
tes de un conjunto vacio de candidatos porque L, es siempre un subconjunto
de C},. Ademas, el proceso también se detendra cuando el nimero de itemsets
relevantes de tamafio & — 1 sea inferior a k, situacion que nos indica que no
puede haber ningln itemset relevante de tamafio & puesto que todos los sub-
conjuntos de un itemset relevante han de ser también relevantes y un itemset
de tamafio k incluye k itemsets de tamafio £ — 1. Esta propiedad permite a
algoritmos como Apriori [7] y OCD [107] reducir el tamafio del conjunto Cy,
durante la fase de generacion de itemsets candidatos (representada en TBAR
por la llamada al método Candi dat es(k) ).

Respecto al fragmento de c6digo anterior, solo falta mencionar que, en una
base de datos relacional, el nUmero maximo de items incluidos en un itemset
es igual al nmero de columnas de la relacion sobre la que estemos trabajando
(la variable col umms).

Los distintos métodos que permiten ir construyendo iterativamente el arbol
de itemsets se describiran detalladamente en la seccién 4.2.2. Para completar
nuestra vision general de TBAR s6lo nos falta ver como se obtienen las reglas
de asociacion a partir de los itemsets relevantes.

4.2.1.2. Generacion de las reglas de asociacion

Una vez que tenemos los itemsets relevantes, todas las reglas de asociacion
que se derivan de ellos pueden obtenerse recorriendo el arbol de itemsets. El
recorrido adecuado del arbol lo realiza el método Rul es, que se describira en
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la seccion 4.2.2 de esta memoria.

Durante el recorrido del arbol, se emplea el umbral de confianza minima
establecido por el usuario, MinConf, para obtener s6lo aquellas reglas cuya
confianza sea lo suficientemente alta como para que las reglas sean conside-
radas potencialmente interesantes. Como es logico, se puede utilizar cualquier
otra medida de cumplimiento (seccién 4.4.3) como criterio para restringir el
conjunto de reglas devuelto.

Ademas, el formato de las reglas de asociacion y de los itemsets que apare-
cen en sus antecedentes o en sus consecuentes puede establecerse de antemano
para limitar el volumen del conjunto de reglas que se obtiene a partir del arbol
de itemsets. Algunas restricciones de este tipo se imponen en ART para agilizar
el proceso de generacion de hipotesis candidatas (como se vera en la seccion
4.3) y han sido en el pasado objeto de estudio en otros trabajos [8] [147].

4.2.2. EIl arbol de itemsets

TBAR emplea una estructura de datos a medida para representar tanto los
conjuntos de itemsets candidatos como los frecuentes: el arbol de itemsets.
Este arbol almacena todos los itemsets descubiertos en un arbol de prefijos,
similar en cierta medida a un arbol de enumeracion de subconjuntos.

A diferencia de Apriori, TBAR utiliza un Gnico arbol para almacenar to-
dos los itemsets encontrados. Apriori, sin embargo, construye una estructura
de datos en forma de arbol (su tabla hash multinivel) para cada tamafio de
itemset. La representacion compacta de los itemsets conseguida por TBAR
proporciona un ahorro substancial de espacio de almacenamiento en compa-
racion con Apriori [7] e, incluso, con propuestas mas recientes como el arbol
de patrones frecuentes de Han, Pei y Yin [74]. Este Gltimo no es mas que una
representacion alternativa de la base de datos completa, no sélo de los itemsets
frecuentes.

Para ilustrar el funcionamiento de la estructura de datos empleada por
TBAR utilizaremos un sencillo ejemplo, empleando el soporte como medida
de relevancia de los itemsets. Supongamos que, tras algdn tipo de preprocesa-
miento, obtenemos el pequefio conjunto de datos mostrado en la tabla 4.1.

Si el umbral de soporte minimo establecido por el usuario es igual al 40 %
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Tabla 4.1: Un sencillo conjunto de datos.

de las tuplas de nuestro conjunto de datos (esto es, dos de las cinco tuplas), a
partir del conjunto de datos se obtienen los itemsets relevantes que aparecen en
la tabla 4.2. Estos itemsets son los itemsets frecuentes de nuestro conjunto de
datos ya que utilizamos el soporte como medida de relevancia (seccion 4.4.2).

En TBAR se representan todos los itemsets mostrados en la tabla 4.2 me-
diante un arbol de enumeracion de subconjuntos. Dicho arbol puede empaque-
tarse utilizando una representacion compacta como la mostrada en la figura
4.1 con el objetivo de ahorrar espacio y disminuir la fragmentacion de memo-
ria durante la ejecucion de TBAR.

Obsérvese que los items estan ordenados lexicograficamente, igual que en
Apriori. EI nlmero de k-itemsets representados en el arbol de itemsets es igual
al nimero de items incluidos en los nodos situados en el nivel L[k|. Los k-
itemsets pueden reconstruirse concatenando los items que se encuentran en el
camino desde la raiz del &rbol hasta el nodo situado en el nivel L[k]. El soporte
de un k-itemset se almacena en el arbol acompafiando al k-ésimo item del
itemset.

Se puede utilizar una tabla hash interna en cada nodo con el objetivo de
optimizar el acceso a la informacion contenida en él. Esta tabla se crea au-
tomaticamente cuando el nimero de items incluidos en el nodo supera cierto
umbral dependiente de la implementacion y permite indexar los items por el
par atributo:valor que los representa (a : v). Esta sencilla técnica permite ac-
ceder eficientemente a los itemsets almacenados en el arbol de itemsets y es
analoga a la utilizada en la tabla hash multinivel del algoritmo Apriori.

Como se comento en el apartado 4.1.2, las tablas DHP permiten reducir
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Conjunto Itemsets Cardinalidad
L[k {items} [soporte] fL[k]
L[1] {A:0} [3] 5

(A1} [2]
{B:0} [2]
{B:1} 3]
{C:1} [4]
L[2] {A:0, B:0} [2] 5
{A:0, C:1} [2]
{A:1, B:1} [2]
{A:1, C:1} [2]
{B:1, C:1} [3]
L[3] {A:1,B:1, C:1} [2] 1

Tabla 4.2: Itemsets frecuentes derivados del conjunto de datos de la tabla 4.1.

A:0 | A:1 | B:O B:1 | C:1 .
B l@le|E]| @ Nivel LL1]
B:0O | C:1 B:1 | C:1 C:1 .
2@l |lalal || "W
\ 4
C:1 .
2] Nivel L[3]

Figura 4.1: Arbol de itemsets correspondiente a los itemsets mostrados en la
tabla 4.2
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el tamafio de los conjuntos de candidatos que se generan en cada iteracion del
algoritmo. Ademas de la tabla hash empleada para acceder eficientemente a
los datos de un nodo del arbol, TBAR utiliza una version generalizada de DHP
durante la etapa de generacion de itemsets. En particular, la implementacion
de TBAR incluye la posibilidad de utilizar localmente una tabla DHP en cada
nodo del arbol (a diferencia de la tabla DHP global de la propuesta original de
Park, Cheny Yu).

La fase de generacion de candidatos del algoritmo TBAR es bastante sim-
ple si tenemos en cuenta como se almacenan los itemsets. Para generar el con-
junto de candidatos C1 s6lo hay que crear un nodo hijo para cada item a : v
que se encuentre en el nivel L[k] y afiadirle al nodo recién creado todos los
items que aparecen a la derecha del item « : v en el nodo del nivel L[k]. Los
items que tengan el mismo atributo « que el item a : v pueden descartarse
directamente cuando se trabaja con bases de datos relacionales (recuérdese la
Primera Forma Normal).

Una vez generado el conjunto de candidatos C. 1, se obtiene el soporte
de cada itemset candidato de tamafio (k + 1) (esto es, el valor que aparece
acompafiando a los items del nivel L[k + 1] del arbol de itemsets). Todos los
itemsets de tamafio £ + 1 que no sean relevantes (p.ej. los que no alcancen
el umbral minimo de soporte) se eliminan y el arbol podado queda con el
conjunto de itemsets relevantes Ly en su nivel L[k + 1].

En los siguientes apartados se analizara con mayor detalle la implemen-
tacion de las distintas primitivas que conforman el TDA (Tipo de Dato Abs-
tracto) Arbol de Itemsets. Gracias al arbol de itemsets, TBAR requiere menos
recursos computacionales que Apriori para extraer los itemsets relevantes pre-
sentes en una base de datos (tanto en tiempo de CPU como en espacio de
almacenamiento, como se vera en la seccion 4.2.3).

4.2.2.1. Inicializacion del arbol de itemsets

La primitiva | ni t del TDA Arbol de Itemsets crea la estructura de da-
tos, establece sus parametros (v.g. el umbral de soporte minimo MinSupp) e
incluye en el nodo raiz del arbol todos los items presentes en la base de datos
(es decir, el conjunto de candidatos C'1). Ademas, se recopila la informacion
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Tabla hash

/TTTY

A0| A:1| B:O | B:1 : C1
(2R L2] 0 T2 0020 Sl (21 () [2]

Nivel L[1]

Figura 4.2: Arbol de itemsets tras su inicializacion. Una tabla hash asegura el
acceso eficiente a los items del nodo raiz.

que sea necesaria para asegurar un acceso eficiente a los itemsets del arbol
mediante tablas hash y, opcionalmente, crea la infraestructura necesaria para
poder aplicar DHP.

La figura 4.2 muestra como queda el arbol de itemsets tras su inicializacion
a partir de los datos de la tabla 4.1.

4.2.2.2. Obtencion de los itemsets relevantes

Una llamada al método Rel evant s( k) permite obtener el conjunto de
itemsets relevantes L; a partir del conjunto de k-itemsets que se encuentre ya
en el arbol (esto es, el conjunto de k-itemsets candidatos C',).

Para obtener los k-itemsets relevantes a partir de los k-itemsets potencial-
mente relevantes solo hay que recorrer secuencialmente la base de datos para
contar el nimero de ocurrencias de cada k-itemset candidato. De esta manera
se obtiene el soporte de todos los itemsets de C, y, mediante una sencilla po-
da, se consigue el conjunto L, eliminando todos aquellos itemsets que no sean
relevantes.

Cuando se utiliza un umbral minimo de soporte MinSupp, los itemsets rele-
vantes son aquéllos k-itemsets candidatos cuyo soporte (obtenido recorriendo
secuencialmente los datos) sea mayor o igual que el umbral establecido por el
usuario.

Las tablas hash empleadas internamente en cada nodo del arbol permiten
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Tabla hash
A0O| A:1| B:O | B:1 C1

Nivel L[1]

(B | [ || 38 [4]

Figura 4.3: Arbol de itemsets tras eliminar los items no relevantes del conjunto
de candidatos C[1].

contabilizar el soporte de los k-itemsets candidatos de una forma efectiva du-
rante el recorrido secuencial de los datos, de forma que se minimice el nimero
de comparaciones necesario para recorrer el arbol de itemsets desde su raiz
hasta el nodo que contiene el k-ésimo item del itemset candidato.

El paso final de poda es trivial: todo lo que queda por hacer es eliminar los
items correspondientes a k-itemsets no relevantes de los nodos situados en el
nivel L[k| del arbol de itemsets.

4.2.2.3. Generacion de candidatos

La primitiva Candi dat es(k) del TDA Arbol de Itemsets es la encarga-
da de generar el conjunto de k-itemsets candidatos. Tal como se mencion an-
teriormente, el proceso de generacion de candidatos consiste en copiar todos
los items a la derecha de un item en el nodo actual del &rbol e incluirlos en un
nodo hijo que cuelgue del nodo actual asociado al item seleccionado.

Este mecanismo de copia puede restringirse para que genere (nicamente
itemsets potencialmente relevantes. Si corresponde a una tabla de una base de
datos relacional, por ejemplo, el itemset nunca puede incluir dos items para
una misma columna de la tabla. TBAR, ademas, permite reducir el tamafio del
conjunto de candidatos utilizando DHP.

Es digna de mencién la omision en TBAR del paso de poda incluido en la
fase de generacion de candidatos de Apriori. Experimentalmente se ha com-
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probado que el ahorro de espacio obtenido al reducir el tamafio del conjunto
de candidatos no compensa al coste que conllevan las comprobaciones adicio-
nales que conlleva esta etapa del algoritmo Apriori. De hecho, la estructura
de datos empleada por TBAR es adecuada para acceder y actualizar eficiente-
mente el soporte de los itemsets candidatos independientemente de su nimero,
pues se utilizan tablas hash en cada nodo del arbol que agilizan el recorrido
secuencial de la base de datos. El paso de poda realizado por Apriori no supo-
ne ninguna mejora computacional para TBAR y, por tanto, se elimina de este
altimo.

Ademas, la poda del conjunto de candidatos realizada por Apriori sélo es
atil al generar los conjuntos C, cuando & > 3 porque el mecanismo de cons-
truccion de los candidatos a partir de la reunion natural Ly 1 <t Ly sobre
los primeros k — 2 items de L, _; realiza implicitamente las comprobaciones
necesarias para k = 2.

Como el cuello de botella del algoritmo suele encontrarse en sus primeras
iteraciones (al obtener C5), resulta mas productivo utilizar técnicas como DHP
y omitir comprobaciones adicionales asociadas a la poda de Apriori que apenas
reducen del conjunto de candidatos.

En iteraciones posteriores, incluso cuando el nimero de itemsets relevantes
sigue siendo elevado, resulta méas Gtil emplear DHP localmente en cada nodo
en vez de la poda de Apriori. En situaciones como ésta, es importante recordar
gue cuantos mas itemsets frecuentes haya, mayor sera el tamafio del conjunto
de candidatos y mayor sera el impacto de DHP sobre éste.

Las figuras 4.4 a 4.6 muestran la evolucion del arbol de itemsets asociado
a los datos de la tabla 4.1 hasta llegar a su configuracion final, la mostrada
anteriormente en la tabla 4.1.

4.2.2.4. Derivacion de reglas de asociacion

La Gltima primitiva que nos queda por ver del TDA Arbol de Itemsets es la
gue permite derivar reglas de asociacion a partir de la informacion almacenada
en el arbol.

Para obtener las reglas de asociacion que se derivan de los itemsets alma-
cenados en el arbol se necesitan dos iteradores que nos permitan recorrer el
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Figura 4.4: Itemsets candidatos de tamafio 2
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Figura 4.5: Itemsets relevantes de tamafio 2
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Figura 4.6: Itemsets candidatos de tamafio 3
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arbol adecuadamente:

e El primer iterador obtiene una enumeracion de todos los k-itemsets rele-
vantes incluidos en el arbol de itemsets con £ > 2. Es decir, nos devuel-
ve aquellos itemsets a partir de los cuales se puede derivar una regla de
asociacion (cualquiera que tenga al menos un item para el antecedente y
otro para el consecuente de la regla).

e El segundo iterador nos ofrece la posibilidad de enumerar todos los sub-
conjuntos propios de un itemset dado. A partir de un subconjunto pro-
pio I; del itemset I, (I; C [i) se puede derivar la regla de asociacion
l; = (lx — ;) cuyo soporte es el soporte de [;, y cuya confianza se ob-
tiene dividiendo el soporte de [, por el de /;.

A continuacion se muestra el pseudocodigo del algoritmo que nos permite
obtener las reglas de asociacion derivadas del arbol de itemsets utilizando los
dos iteradores anteriores:

// Aplicando el primer iterador
Para cada k-itemset relevante [, del arbol (k> 2)

// Generar las reglas derivadas de [
// aplicando el segundo iterador

Para cada itemset [; C

// Seleccionar las reglas cuya confianza
// esté por encima del umbral M nConf

S

soporte(lx) > M nConf *soporte(l;)

Devolver la regla ;= (I — ;)

El pseudocbdigo anterior devuelve todas las reglas cuya confianza esté por
encima del umbral MinConf establecido por el usuario, si bien el algoritmo se
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puede modificar facilmente para emplear otras medidas de consistencia (sec-
cion 4.4.3) o forzar que las reglas verifiquen ciertas restricciones [8] [147].

Veamos ahora algunos detalles sobre la implementacion de los dos itera-
dores empleados para recorrer el arbol de itemsets y obtener un conjunto de
reglas de asociacion:

e El primer iterador es el que enumera todos los itemsets presentes en
el arbol de itemsets con tamafio mayor o igual a dos. El recorrido del
arbol comienza con el itemset vacio (itemset de tamafio 0 que no incluye
ningln item). Dado un itemset particular, el iterador intenta, en primer
lugar, expandir el k-itemset actual buscando en los nodos hijo del nodo
actual para formar itemsets de tamafio £ + 1. Cuando ya no se puede
expandir méas el nodo actual (porque no existen en el arbol nodos por
los que se pueda descender desde el nodo actual), entonces se buscan k-
itemsets alternativos en el nodo actual del arbol. Todos estos k-itemsets
tienen en com(n los primeros k& — 1 items y solo difieren en su k-ésimo
item. Finalmente, cuando no se pueden encontrar mas k-itemsets alter-
nativos, el iterador da marcha atras ascendiendo por el arbol de itemsets
para encontrar m-itemsets (m < k) que compartan los primeros m — 1
items del k-itemset actual y difieran de éste en su m-ésimo item. En de-
finitiva, el iterador explora el arbol de itemsets como un algoritmo tipico
de vuelta atras o backtracking [22].

e El segundo iterador tiene como mision obtener todos los subconjuntos
propios de un itemset dado, para lo cual realiza un recorrido similar del
arbol de itemsets. Comenzando nuevamente con el itemset vacio, este
iterador busca extensiones del itemset actual realizando una exploracion
en profundidad del arbol de itemsets hasta ir agotando todas las posibi-
lidades, momento en el cual realiza una vuelta atras para explorar otras
alternativas.

El algoritmo descrito para extraer todas las reglas de asociacion que se
puedan derivar del conjunto de itemsets almacenado en el arbol de itemsets es
especialmente eficiente gracias, de nuevo, a las tablas hash locales que propor-
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ciona el TDA Arbol de Itemsets para acceder de una forma rapida a los items
almacenados en cada nodo del arbol.

Hay que destacar, ademas, que el algoritmo propuesto aqui no genera re-
glas duplicadas, uno de los mayores inconvenientes del algoritmo de genera-
cion de reglas planteado en [7].

4.2.3. Resultados experimentales

Apriori y TBAR se han implementado como aplicaciones escritas en el
lenguaje de programacion Java. Estas implementaciones utilizan JDBC, Java
DataBase Connectivity. Basicamente, se escogio el interfaz estandar de acceso
a bases de datos relacionales de Java por su portabilidad, ya que existen con-
troladores JDBC que funcionan practicamente para todas las bases de datos
comerciales existentes en la actualidad (y muchas de las gratuitas).

Tanto Apriori como TBAR se implementaron también en C++ utilizan-
do C++Builder y BDE (Borland Database Engine). Empleando la implemen-
tacion en C++ de ambos algoritmos se obtuvieron resultados similares a los
reflejados en este apartado de la memoria, por lo cual nos centraremos exclu-
sivamente en los resultados de los experimentos realizados con las implemen-
taciones de ambos algoritmos en Java.

En el trabajo de Sarawagi et al. [137] se puede encontrar una discusion
detallada acerca de las alternativas de implementacion disponibles para todo
aquél que desee implementar algoritmos de extraccion de conocimiento. Se
pueden utilizar distintos grados de acoplamiento entre la implementacion del
algoritmo y el sistema gestor de bases de datos para llegar a un compromiso
entre la portabilidad del codigo y su eficiencia. La descripcion de una imple-
mentacion de Apriori fuertemente acoplada al sistema gestor de bases de datos
DB2 de IBM se puede encontrar en [6].

En este trabajo hemos optado por una implementacion débilmente acopla-
da al sistema gestor de bases de datos. Aungue su rendimiento pueda ser peor
en principio, la implementacion es de esta forma independiente de la base de
datos utilizada y permite explotar al maximo la flexibilidad de un lenguaje de
programacion de alto nivel como Java, el cual ofrece ademas independencia de
la plataforma sobre la que se trabaje.
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Por otro lado, en sistemas reales en los cuales el servidor que alberga la
base de datos ha de ofrecer servicio a muchas aplicaciones cliente de forma
remota, resulta mas adecuado descargar al servidor del costoso proceso de ex-
traccion de reglas de asociacion (en vez de hacer que el servidor se encargue
de extraer las reglas de asociacion mediante una implementacion fuertemente
acoplada que se ejecutaria en el espacio de memoria del propio gestor de bases
de datos).

La mayor portabilidad de la implementacion débilmente acoplada y su ma-
yor adecuacion a entornos cliente/servidor compensa cualquier pequefia pérdi-
da de rendimiento que se pueda producir respecto a una implementacion fuer-
temente acoplada. AGn mejor, una implementacion independiente del sistema
gestor de bases de datos e, incluso, del sistema operativo permite encapsular
el algoritmo de extraccion de reglas de asociacion en un componente facil-
mente reutilizable en aplicaciones de muy diversa indole (véase la arquitectura
propuesta en el capitulo 6).

Los algoritmos TBAR y Apriori se han aplicado a distintos conjuntos de
datos clasicos, algunos de los cuales se pueden conseguir del Machine Lear-
ning Database Repository de la Universidad de California en Irvine:

http://ww. ics. uci.edu/ ~nm earn/ ML.Reposi tory. ht m

En concreto, para los experimentos reflejados en esta memoria se han em-
pleado los siguientes conjuntos de datos:

e GOLF: Este es el sencillo conjunto de datos utilizado por J.R. Quinlan
en su articulo clasico sobre 1D3 [129]. El conjunto de datos, de so6lo 14
tuplas, se emplea como ejemplo para construir un arbol de clasificacion
que decide si jugar al golf o no en funcién de las condiciones meteo-
rolégicas (estado general, temperatura, humedad y viento).

e VOTE: Los registros de este conjunto de datos del repositorio de la UCI
incluye los votos de los 435 congresistas de Estados Unidos correspon-
dientes a 16 votaciones identificadas como clave en el Congressional
Quarterly Almanac de 1984. Las votaciones de cada miembro del Con-
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greso van acompafadas de su partido politico, que establece la clase en
este problema de clasificacion.

SoYBEAN: También del repositorio de la UCI, es un conjunto de datos
preparado para construir modelos que permitan diagnosticar la ‘enfer-
medad de la soja’. Contiene 683 tuplas para 19 clases diferentes con
35 atributos predictores para cada uno de los ejemplos del conjunto de
datos.

MusHRoOOM: Conjunto de datos obtenido del repositorio de la UCI que
incluye la descripcion de 8.124 muestras hipotéticas correspondientes a
23 especies de setas. Cada especie aparece identificada como comestible
0 venenosa (clase que incluye a las setas definitivamente venenosas y a
aquéllas cuya comestibilidad se desconoce). Las muestras incluyen 22
atributos y 2.480 valores desconocidos.

CENsuUs: Recoge unas 300.000 tuplas que recopilan datos extraidos de
la base de datos de la Oficina del Censo de EE.UU.. Esta base de datos se
utiliza para determinar el nivel de ingresos para la persona representada
por cada registro (superior o inferior a $50K USD). La base de datos
original del censo ha sido reemplazada en el repositorio de la UCI por el
conjunto de datos ADULT, de unas 50.000 tuplas.

Los resultados obtenidos para los conjuntos de datos arriba descritos apa-

recen descritos en la tabla 4.3 y fueron realizados utilizando la versién 1.2.2
del kit de desarrollo de Sun Microsystems utilizando tres configuraciones di-

ferentes:

e Configuracion 1 (C1): Ordenador personal estandar con procesador

Intel Pentium 166MHz, 32MB de EDO RAM, Windows NT 4.0 Works-
tation y Personal Oracle Lite 3.0.

e Configuracion 2 (C2): Ordenador personal accediendo a un servi-

dor. La aplicacion de Data Mining se ejecuta en un ordenador personal
Pentium 90MHz (con Windows NT 4.0 Workstation y 32MB de memo-
ria principal) que accede a la base de datos en un Pentium Il MMX dual
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Datos Tamafio Itemsets  Algoritmo  Tiempo (en segundos)
(enitems) relevantes Cl C2 C3

GoOLF 0.07K 104 Apriori 0.9 - -
TBAR 0.6 - -

VOTE 7.4K 6734 Apriori 102 36 7.5
TBAR 259 69 5.0

SOYBEAN 24.6K 70047 Apriori 998 272 65
TBAR 259 69 15

MUSHROOM 186.9K 29807 Apriori 1743 583 151
TBAR 688 188 38

CENSUS 3.7M 101456 Apriori - - 8975
TBAR - - 3414

Tabla 4.3: Resultados experimentales obtenidos por TBAR y Apriori para las
distintas configuraciones (sin emplear DHP en ninguno de los dos algoritmos).

a 333MHz con 128MB de SDRAM en el que esta instalado el DBMS
Oracle 8i sobre Windows NT 4.0 Server. Cliente y servidor se conectan
mediante TCP/IP a través de una red local Ethernet a 10Mbps.

e Configuracion 3 (C3): Biprocesador Pentium I1. Tanto la aplicacion
cliente como el servidor Oracle 8i se ejecutan sobre el Pentium Il dual
descrito para la configuracion anterior.

Los resultados recogidos en la tabla 4.3 corresponden a las versiones basi-
cas de Apriori y TBAR. Los tiempos medidos muestran como TBAR es siem-
pre mas rapido que Apriori, incluso sin utilizar DHP. Dicha técnica puede em-
plearse para mejorar el rendimiento de cualquier algoritmo derivado de Aprio-
ri. En el caso de TBAR, en vez de utilizar una tabla DHP global para cada
iteracion del algoritmo, se emplean tablas DHP locales para cada nodo del
arbol de itemsets con el objetivo de obtener alin mejores resultados. La tabla
4.4 muestra como TBAR sigue siendo bastante mejor que Apriori cuando se
emplea DHP para reducir el tamafio del conjunto de candidatos.

TBAR reduce el tiempo requerido por Apriori incluso para pequefios con-
juntos de datos. Es mas, conforme aumenta el nimero y el tamafio de los item-
sets descubiertos, la diferencia entre ambos algoritmos se acrecienta.
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Datos Apriori + DHP  TBAR + DHP  Mejora relativa Sin DHP

VOTE 9.3 segundos 3.0 segundos x 3.1 x 1.5
SOYBEAN 26.9 segundos 8.0 segundos x 3.4 x 3.9
MusHROOM  76.9 segundos  31.3 segundos x 2.5 x 2.5

Tabla 4.4: Efecto de DHP sobre Apriori y TBAR. Notese que los tiempos re-
flejados en esta tabla no son directamente comparables con los mostrados en
la tabla 4.3 por haber sido obtenidos utilizando una configuracion diferente
(Pentium Il 350Mhz con 64MB de RAM e Interbase como sistema gestor de
bases de datos).

TBAR no es sb6lo mas rapido que Apriori, sino que también requiere me-
nos espacio en memoria (lo que retrasa la necesidad de intercambiar paginas
de memoria cuando ésta escasea). Este hecho es de especial relevancia en con-
figuraciones donde la memoria disponible es escasa, como por ejemplo el PC
utilizado para ejecutar la aplicacion cliente en las configuraciones C1 y C2.
TBAR, ademas, produce una menor fragmentacion de memoria, lo que facilita
el trabajo del recolector de basura de Java y permite la ejecucion continuada de
la aplicacion sin necesidad de reiniciar la maquina virtual Java. Este aspecto
es esencial si deseamos ofrecer nuestro componente de extraccion de reglas de
asociacion como un servicio web al que se pueda acceder mediante SOAP 0 a
través de servlets.

Uno de los factores que dominan el tiempo total de ejecucion del algoritmo
es, obviamente, el tiempo empleado en recorrer secuencialmente el conjunto
de datos completo en cada iteracion. Este recorrido consume la mayor parte del
tiempo de ejecucion correspondiente a la base de datos del censo y justifica la
menor mejora relativa obtenida por TBAR para este conjunto de datos.

En cualquier caso, ha de tenerse muy en cuenta que la mejora relativa ob-
tenida por TBAR respecto a Apriori aumenta corforme avanza el nimero de
iteraciones realizadas. La evolucion del tiempo de ejecucion de TBAR frente
al requerido por Apriori se puede observar en las figuras 4.7, 4.8 y 4.9.

El tiempo de ejecucion de TBAR, como el de cualquier otro algoritmo de
la familia de Apriori, aumenta linealmente con el tamafio del conjunto de datos
de entrada. TBAR mejora a Apriori cuando hay miles de itemsets relevantes y
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también cuando el tamafio de los itemsets aumenta. Estas caracteristicas hacen
gue TBAR resulte especialmente adecuado para realizar tareas de extraccion
de conocimiento en bases de datos y, como caso particular, resulte de especial
utilidad en el modelo de clasificacion ART descrito en el capitulo anterior.

Por ejemplo, baste mencionar que el tiempo de ejecucién de Apriori cua-
druplica el tiempo empleado por TBAR en el conjunto de datos SOYBEAN.
Es digno de mencibn que, en este conjunto de datos, TBAR consigue obtener
todos los itemsets relevantes de tamafio 5 en el tiempo requerido por Apriori
para descubrir los itemsets de tamafio 4.

Trabajando con el conjunto de datos MusHRoOOM, de forma analoga a lo
sucedido con SOYBEAN, TBAR encuentra todos los itemsets relevantes de ta-
mafio 4 en el tiempo que Apriori necesita para realizar sus tres primeras itera-
ciones hasta llegar a obtener Ls. Ademés, TBAR encuentra todos los itemsets
de tamafio 5 antes de que Apriori llegue a obtener los itemsets de tamafio 4. En
posteriores iteraciones la estructura de datos empleada por TBAR le permite a
éste ejecutarse exclusivamente en memoria principal mientras que Apriori ha
de recurrir a un dispositivo de almacenamiento secundario cuando se queda sin
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espacio en memoria.

Aparte de los conjuntos de datos anteriores, que son relativamente pe-
quefios, también se han realizado pruebas con un conjunto de datos de ma-
yor tamario: la base de datos de la Oficina del Censo de Estados Unidos. Este
conjunto de datos incluye varios atributos de tipo numérico que se trataron
como atributos categoéricos una vez discretizados utilizando técnicas de agru-
pamiento como el conocido algoritmo de las K medias. Por ejemplo, el atributo
numérico WKSWORK (que nos indica cuantas semanas del afio ha trabajado
un individuo) se tratd como 0, [1,40], [41,52] y el atributo MARSUPWT se di-
vidid en cinco intervalos equiprobables [146]. Basten como boton de muestra
dos de las reglas mas sencillas que se extrajeron de este conjunto de datos:

if asex=“Female” then income<50000

with confidence = 97.4\% and support = 50.6\%
if asex=“Male” then Income<50000
with confidence = 89.8\% and support = 43.1\%

4.2.4. Observaciones finales sobre TBAR

En esta seccion se ha presentado y evaluado el algoritmo TBAR, cuyo
acronimo proviene de Tree-Based Association Rule mining. TBAR es un algo-
ritmo eficiente de extraccion de reglas de asociacion que mejora al algoritmo
Apriori [7]. TBAR utiliza una estructura de datos en forma de arbol de enu-
meracion de subconjuntos especialmente adaptada para el problema de extraer
itemsets de un conjunto de datos e incluye distintas técnicas basadas en tablas
hash (como DHP) para mejorar la fase de obtencion de itemsets frecuentes en
el proceso de extraccion de reglas de asociacion.

TBAR asume que, si un itemset es relevante, también lo han de ser todos
sus subconjuntos. Esta propiedad de monotonia es esencial en cualquier algo-
ritmo derivado de Apriori para podar el conjunto de itemsets candidatos que
se genera en cada iteracion del algoritmo. Aqui se ha utilizado TBAR para ex-
traer los itemsets frecuentes presentes en una base de datos relacional, aunque
se podria utilizar cualquier otro criterio de relevancia siempre y cuando se ve-
rificase la propiedad de monotonia de los itemsets relevantes (véase la seccion
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4.4.2).

TBAR se ide6 intentando mejorar el rendimiento de Apriori en bases de
datos relacionales y, como cualquier otro algoritmo de extraccion de reglas de
asociacion, puede adaptarse para resolver otro tipo de problemas. En el capitu-
lo anterior se vio como un algoritmo de extraccion de reglas de asociacion se
puede utilizar para construir el modelo de clasificacion ART y en la secci6n
2.3.2 se citaron otros enfoques alternativos. La escalabilidad de los algoritmos
como TBAR permite su uso eficiente en la resolucion de problemas de Data
Mining y, también, en otros problemas aparentemente no relacionados con la
extraccion de reglas de asociacion [152].

En paralelo con nuestro trabajo inicial sobre extraccion de reglas de asocia-
cion, Bayardo propuso una estructura de datos similar para extraer itemsets de
bases de datos especialmente indicada para itemsets de tamafio elevado porque
no necesita obtener todos los subconjuntos de un itemset dado para llegar a des-
cubrirlo [14], una propiedad de especial interés en el analisis de secuencias de
ADN, por ejemplo. Su algoritmo, denominado MaxMiner, se parece a TBAR
aungue ambos fueron disefiados con objetivos diferentes. Aunque son simi-
lares, TBAR funciona mejor para resolver problemas de extraccion de reglas
de asociacion mientras que MaxMiner esta optimizado para encontrar eficien-
temente itemsets de un tamafio elevado sin necesidad de tener que encontrar
antes todos sus subconjuntos (2* para un itemset de tamafio k).

Aparte del mencionado trabajo de Bayardo, Han y sus colaboradores tam-
bién utilizan una estructura de datos en forma de bosque similar a la de TBAR
en su algoritmo FP-Growth de extraccion de reglas de asociacion [74]. Su
arbol, al que denominan arbol de patrones frecuentes, almacena el contenido
de la base de datos de una forma compacta a partir de la cual pueden extraerse
facilmente todos los itemsets frecuentes presentes en una base de datos. Aun-
gue sb6lo necesitan recorrer dos veces el conjunto de datos para construir el
arbol completo, por desgracia, el tamafio de éste arbol puede llegar a hacerlo
inmanejable si se utilizan valores pequefios para el umbral de soporte minimo.

Como cierre de esta seccion, baste mencionar que existen técnicas gene-
rales que pueden aplicarse a cualquier algoritmo de extraccion de reglas de
asociacion y, por ende, son aplicables también a TBAR:
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e Existen técnicas de actualizacion incremental que permiten mantener un
conjunto de reglas de asociacion conforme la base de datos de la que se
derivaron se va modificando [31] [32] [60]. Dichas técnicas pueden apli-
carse sobre el arbol de itemsets de TBAR de la misma forma que sobre
cualquier otro algoritmo de extraccion de reglas de asociacion basado en
la filosofia de Apriori.

e Aungue no se ha implementado una version paralela de TBAR, una ver-
sion paralela de nuestro algoritmo puede derivarse con relativa facilidad
de las versiones paralelas existentes para Apriori [5] y de otros algorit-
mos paralelos de extraccion de reglas de asociacion como los que apa-
recen en la tabla 2.6.

4.3. T en ART: Reglas de asociacion con restricciones

Para lograr que el proceso de generacion de hipbtesis candidatas en ART
sea lo mas eficiente posible, se puede adaptar facilmente un algoritmo general
de extraccion de reglas de asociacion como el descrito en la seccién anterior
de esta memoria.

En esta seccion se describe como realizar una serie de ajustes sobre el
algoritmo TBAR con el objetivo de acelerar, en la medida que sea posible, el
proceso de construccion de clasificadores ART:

4.3.1. Extraccion de itemsets

La primera tarea que ha de llevar a cabo TBAR para generar las hipotesis
candidatas que seran evaluadas por ART para construir un arbol de clasifica-
cién consiste en encontrar todos los itemsets relevantes que permanecen ocul-
tos en el conjunto de entrenamiento. En el marco tradicional de extraccion de
reglas de asociacion, el objetivo es encontrar todos los itemsets cuyo soporte
iguale, al menos, al umbral minimo de soporte establecido por el algoritmo
ART, que puede variar conforme avanzamos en la construccion del arbol de
decision.
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En realidad, s6lo estamos interesados en aquellos patrones o itemsets que
nos sirvan para derivar reglas de la forma A = ', donde A es un itemset de
tamafio maximo dado por el parametro MaxSize del algoritmo ART y C es un
item de la forma clase = ¢ que nos indica la clase correspondiente para los
casos de entrenamiento que verifican el antecedente A.

El algoritmo TBAR ha de ir generando todos los k-itemsets de tamafio &
hasta llegar a los itemsets de tamafio MaxSize + 1 (cuando el tamafio del
antecedente es igual a MaxSize) para poder derivar a partir de ellos todas
las reglas de asociacion existentes que tengan el formato A = C. Como se
comentd en el apartado 4.2.2.4, el algoritmo encargado de extraer las reglas
de asociacion del arbol de decision puede modificarse facilmente para extraer
s6lo el subconjunto de reglas que verifican el formato requerido por ART.

Ademas, nos podriamos preguntar si es realmente necesario generar todos
los itemsets presentes en la base de datos si s6lo nos interesan las reglas que
tiene como consecuente un valor para el atributo que determina la clase en
nuestro problema de clasificacion.

Por desgracia, tanto para generar los itemsets A U C' como para poder
evaluar las reglas A = C' es necesario que el arbol de itemsets incluya el
patron dado por el antecedente A. De hecho, las distintas medidas existentes
gue permiten estimar la validez de una regla dada suelen considerar el soporte
del antecedente A para evaluar la regla (véase la seccion 4.4.3 de este mismo
capitulo), por lo que no podemos omitir la generacion del itemset A cuando
construimos el arbol de itemsets, aun cuando pudiésemos idear un algoritmo
gue permitiese obtener todos los patrones A U C sin haber descubierto antes el
itemset A.

No obstante, el proceso de generacion de itemsets puede mejorarse algo
si consideramos que s6lo se generan itemsets de tamafio MaxSize + 1 como
maximo. Como no vamos a utilizar ninguna regla que tenga mas de MaxSize
atributos en su antecedente, al llegar a la etapa de generacion de los itemsets
de tamafio MaxSize + 1, podemos olvidarnos automéaticamente de generar
como candidatos los itemsets de ese tamafio que no incluyan al atributo de la
clase. De esta forma se puede conseguir un ahorro considerable de tiempo de
ejecucion si establecemos un valor bajo para el parametro MaxzSize, ya que
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el tamafio del conjunto de candidatos generado en la Gltima iteracion se puede
reducir ostensiblemente.

4.3.2. Generacion de reglas

Una vez que se han obtenido los itemsets relevantes, se pueden extraer to-
das las reglas de asociacion que de ellos se derivan recorriendo directamente
el arbol de itemsets. Por tanto, en la implementacion ART puede omitirse la
fase de generacion de reglas del algoritmo de extraccion de reglas de asocia-
cién, ya que una exploracién adecuada del arbol de itemsets es suficiente para
llevar a cabo las etapas de extraccion y seleccion de reglas necesarias para
construir el clasificador ART. Al no generar explicitamente las reglas, aunque
si implicitamente, la implementacion de ART puede ahorrarse el tiempo que
seria necesario para construir los objetos que representan a cada una de las
reglas, asi como el espacio de memoria que ocuparian tales objetos en caso de
crearse.

Dado que las Gnicas reglas en las que estamos interesados han de tener el
formato A = C, se puede sustituir el primer iterador utilizado por el algoritmo
de extraccion de reglas de TBAR. Recordemos que este iterador va devolvien-
do todos los itemsets de tamafio mayor o igual a 2 que estén presentes en el
arbol de itemsets, a partir de los cuales se derivaran después las reglas de aso-
ciacion correspondientes. Sin embargo, a la hora de generar hipotesis candida-
tas en ART, sblo nos interesan aquellos itemsets en los que esté involucrada la
clase en nuestro problema de clasificacion (para obtener reglas con la clase en
el consecuente). Se puede modificar facilmente el primer iterador utilizado en
la seccion 4.2.2.4 de forma que s6lo se vayan considerando los itemsets que
incluyen atributo de la clase para nuestro problema de clasificacion.

Asi mismo, el segundo iterador también se puede modificar para agilizar el
proceso de extraccion de reglas de asociacion. Como solo estamos interesados
en reglas del tipo A = C, a partir de un itemset A U C' en el que interviene la
clase, generaremos el Gnico subconjunto propio A € AU C' que nos sirve para
obtener laregla A = C.
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4.4. Evaluacion de las reglas obtenidas

A pesar de haber presentado en esta memoria un algoritmo de construccion
de modelos de clasificacion que funciona adecuadamente utilizando el modelo
clasico de extraccion de reglas de asociacion, tal como se vio en el capitulo
anterior, no carece de interés el estudio de medidas alternativas que permitan
evaluar la calidad de las hip6tesis generadas durante el proceso de construccion
del arbol de decision ART, aunque solamente sea para que el usuario pueda
afiadir alguna restriccion adicional al tipo de reglas que dan lugar a las hojas
del &rbol de clasificacion construido por ART.

En esta seccion se estudian distintas medidas que se pueden utilizar como
criterios para evaluar la calidad de las reglas obtenidas en el proceso de ex-
traccion de reglas de asociacion realizado por algoritmos como TBAR. Estas
medidas son de interés, no s6lo a la hora de construir clasificadores ART, sino
en cualquier proceso de extraccion de conocimiento.

El proceso de extraccion de conocimiento en bases de datos (KDD) pre-
tende obtener, a partir de una gran cantidad de datos, modelos descriptivos y/o
predictivos potencialmente (tiles y, a ser posible, desconocidos hasta el mo-
mento. En este contexto, el énfasis recae sobre la obtencion de conocimiento
potencialmente (til e indica la importancia que tiene la perspectiva del usua-
rio en KDD. En la préctica, el usuario debe disponer de mecanismos que le
permitan guiar el proceso de adquisicion de conocimiento en funcion de sus
objetivos. Por desgracia, el papel desempefiado por los objetivos del usuario
muchas veces se desdefia por ser excesivamente especifico, poco universal y
“no cientifico” (un mero alarde de ingenieria [93]). No obstante, el estudio de
medidas alternativas para evaluar la calidad de las reglas obtenidas puede ser-
vir para adaptar mejor el proceso de extraccion de conocimiento a los objetivos
y necesidades del usuario.

En los siguientes apartados se repasan distintas medidas que se pueden
utilizar para evaluar la validez de las reglas descubiertas (4.4.3), asi como la
relevancia de los patrones o itemsets de las que se derivan (4.4.2), haciendo
especial hincapié en sus ventajas e inconvenientes de cara a la construccion de
clasificadores ART.
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4.4.1. Propiedades deseables de las reglas

Antes de pasar a estudiar las medidas concretas conviene revisar lo que en-
tendemos intuitivamente por una regla valida. En principio, cuando evaluamos
una regla del tipo A = C, s6lo la consideraremos (til si estimamos la validez
de la implicacion A — C-

e (' deberia ocurrir mas a menudo cuando A se verifica.

e —( deberia suceder con menos frecuencia cuando se cumple A.

Opcionalmente, puede que nos interese también fijarnos en el grado de
cumplimiento de la implicacion -C — —A, la contraposicion de A — C.
A — Cy-C — —A son completamente equivalentes desde el punto de vista
l6gico, por lo que podemos considerar que las reglas potencialmente Gtiles
también han de cumplir las siguientes dos propiedades:

e — A deberia ocurrir mas a menudo cuando se verifica —C.

e A deberia ocurrir menos a menudo cuando no se cumple C.

En ocasiones resulta interesante comprobar si se verifican estas dos alti-
mas condiciones, tal como sucede en alguna de las medidas que se estudiaran
a continuacion [136]. A la hora de construir modelos de clasificacion, cuyo
objetivo suele ser de tipo predictivo, estas propiedades no tienen relacion di-
recta con la precision del clasificador, al menos en principio, pues lo que mas
suele importar en esos casos es ser capaces de determinar la clase ¢ cuando se
verifica el antecedente A de la regla. No obstante, puede que resulte aconseja-
ble tener las propiedades anteriores en cuenta si para nosotros es de interés la
interpretabilidad de los modelos de clasificacion obtenidos.

Pasemos sin mas dilacion al analisis de las distintas medidas que nos per-
miten estimar la calidad de las hip6tesis formuladas durante la construccion de
un modelo de clasificacion como ART. En la seccion 4.4.3 se pueden encon-
trar mltiples medidas de evaluacion de reglas, algunas de las cuales tienen en
cuenta todas las propiedades deseables que se han mencionado en los parrafos
anteriores.
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4.4.2. Medidas de relevancia de un itemset

Antes de centrar nuestra atencion en la relacion existente entre el ante-
cedente y el consecuente de una regla, discutiremos brevemente las formas
alternativas de evaluar el interés que para nosotros tendra un itemset presente
en la base de datos.

Supongamos que nuestro patron (denominado itemset segln la termino-
logia usual en extraccion de reglas de asociacion) es igual a la union de los
patrones que figuran en el antecedente y el consecuente de nuestra regla de
asociacion A — C'. Es decir, el itemset I sera igual a A U C, donde A es el
itemset que aparece en el antecedente de la regla de asociaciény C sera el item
C' = ¢, que determina la clase ¢ en nuestro problema de clasificacion.

Se han propuesto distintos criterios para evaluar la relevancia de un patron
o itemset I:

44.2.1. Soporte

soporte(l) = P(I) = P(ANC)

Esta es la medida utilizada con mayor asiduidad para evaluar la importan-
ciade I, antes incluso de utilizar cualquier otro criterio de evaluacion. Como se
coment6 al discutir el algoritmo TBAR de extraccion de reglas de asociacion,
el soporte de un itemset verifica una propiedad de monotonia muy importante
para permitir un proceso eficiente de extraccion de reglas de asociacion:

X CY = soporte(Y) < soporte(X) 4.2)

El principal inconveniente de utilizar el umbral de soporte estriba en que ha
de fijarse un valor elevado para dicho umbral si queremos evitar una explosion
combinatoria durante la generacién de reglas de asociacion, algo que puede
impedir la obtencion de reglas potencialmente interesantes que no son muy
frecuentes en los datos. Este hecho caus6 la aparicion de la siguiente medida
de relevancia de un itemset, si bien no es critico en la construccion del arbol
ART, ya que podemos utilizar un valor alto para el umbral de soporte minimo
de las reglas sin que se degrade el rendimiento del clasificador si empleamos
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un valor relativo para dicho umbral (tal como se hizo en los experimentos
recogidos en el capitulo anterior de esta memoria).

4.4.2.2. Fuerza colectiva
La fuerza colectiva de un itemset 7 se define de la siguiente manera [2]:

1) EW(D)
“O=1T"Fpm W

donde v(I) es el indice de ‘violacion’ del itemset 7, igual al nGmero de tuplas
que contienen algln item de I pero no todos, y E[v(I)] es su valor esperado,
el cual se calcula suponiendo que existe independencia estadistica entre los
distintos items del itemset. Si tenemos I = {i1, i2, .., ix }, entonces E(v(I)) =
1—[1P(i;) - TI(1 = P(iy))

La fuerza colectiva de un itemset es un nimero real mayor o igual que cero.
Un valor igual a 0 indica una correlacion negativa perfecta (cuando la presencia
de un item excluye la presencia de los demas items del itemset), mientras que
un valor igual a 1 se obtiene cuando la presencia del itemset es la que cabria si
la aparicion de los distintos items individuales se considera independiente.

Esta medida se propuso para sustituir los itemsets frecuentes por itemsets
“fuertemente colectivos” que permitan un proceso de obtencion de reglas de
asociacion mas eficiente y productivo. EI modelo empleado trata de eliminar
la generacion de reglas esplreas (aquéllas que no aportan nada nuevo), algo
coman si se utiliza el umbral de soporte minimo MinSupp en la extraccion
de reglas de asociacion. De esta forma, el uso de la medida de fuerza colectiva
evita tener que resolver un problema de Data Mining de segundo orden a partir
del conjunto obtenido de reglas de asociacion, cuyo tamafio podria superar con
facilidad al del conjunto de datos de entrada.

En cuanto a las propiedades de la fuerza colectiva, Aggarwal y Yu conje-
turan [2] que la fuerza colectiva de un itemset es mayor o igual que k si todos
los subconjuntos del itemset tienen una fuerza colectiva mayor o igual que k.
Por tanto, este criterio no verifica la propiedad de monotonia que cumplia el
soporte de un itemset y permitia obtener eficientemente el conjunto de itemsets
frecuentes usando TBAR o cualquier otro algoritmo derivado de Apriori.
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Por otro lado, la utilizacion del criterio basado en la fuerza colectiva de los
itemsets para generar hipbtesis candidatas requeriria que el usuario estable-
ciese un nuevo parametro cuyo valor adecuado y significado no siempre son
faciles de evaluar: un umbral minimo de fuerza colectiva (mayor que 1 para
gue tenga sentido).

En resumen, Aggarwal y Yu utilizan su medida de fuerza colectiva co-
mo criterio alternativo (o,incluso, ortogonal y complementario) a la medida
de soporte para reducir el nimero de itemsets considerados relevantes y, en
consecuencia, la cantidad de reglas de asociacion que de ellos se derivan.

A pesar de lo anterior, el uso de la fuerza colectiva como medida de re-
levancia de los itemsets no parece resultar de especial interés en el modelo
de clasificacion ART, ya que su implementacion con TBAR permite tratar efi-
cientemente el elevado nimero de reglas candidatas que se pueda derivar de la
utilizacion de un umbral de soporte minimo.

4.4.3. Medidas de cumplimiento de una regla

En esta seccibon se estudian distintas medidas que nos permitiran evaluar
la validez de una regla derivada de los patrones relevantes presentes en la base
de datos teniendo en cuenta la relacion entre su antecedente y su consecuente.
Usualmente, para evaluar de alguna manera la calidad de unaregla A = C'se
emplean medidas estadisticas que intentan cuantificar la relacion existente en-
tre su antecedente A y su consecuente C'. A continuacion se comentan algunas
de ellas, analizando sus propiedades mas interesantes de cara a la construccion
de un clasificador ART:

443.1. Confianza

P(ANC)

confianza(A = C) = P(C|A) = P(A)

La confianza es la medida tipica utilizada para evaluar la validez de una
regla. Su significado es muy intuitivo, pues la confianza de unaregla A = C
nos indica la proporcion de tuplas que, verificando el antecedente, cumplen la
regla.
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La confianza nos permite medir el grado de asociacion existente entre el
antecedente y el consecuente de la regla: conforme la confianza de una regla
A = C aumenta, la confianza de laregla A = —C disminuye al ser P(C|A)+
P(—C|A) = 1.

Sin embargo, la confianza de una regla no permite establecer una relacion
de causalidad entre el antecedente y el consecuente de la regla, ni puede utili-
zarse para realizar inferencias, porque no considera el contrapuesto de la regla.
En el caso de que deseemos considerar —-C' = —A (el contrapuesto de la regla
A = () se obtiene una version causal de la confianza de las reglas [93]:

4.43.2. Confianza causal

con fianzacaysal(A = C) = %(P(C]A) + P(=A|-C))

En la medida de confianza causal se suma la confianza debida a la impli-
cacion directa A — C'y la confianza debida a su contraposicion —-C' — —A.
El promedio sirve Gnicamente para que la medida quede normalizada en el
intervalo [0, 1].

Esta medida puede devolvernos un valor demasiado alto incluso cuando la
implicacion directa A — C' no tiene un soporte significativo pero si lo tiene
su contrarreciproca -C' — —A. Por este motivo, la confianza causal no resulta
adecuada para resolver problemas de clasificacion.

4.4.3.3. Soporte causal

De forma analoga a como se obtiene la medida anterior, también se puede
derivar una versién causal de la medida de soporte vista en el apartado anterior
de esta seccion:

soportecausai(A = C)=P(ANC)+ P(—-AN-C)

Igual que sucedia con la confianza causal, aun cuando P(A N C) sea muy
pequefia, puede que el valor de P(—AN—C') sea elevado, por lo que el soporte
causal de la regla A — C serd muy alto (a pesar de no ser la regla excesi-
vamente (til para clasificar un dato cuando se verifique su antecedente). Por
tanto, la utilizacion del soporte causal tampoco resulta interesante en ART.
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4.43.4. Confirmacion

con firmacion(A = C)=P(ANC)— P(AN-0C)

Este criterio evalla una regla teniendo en cuenta cuando se verifica el ante-
cedente pero no el consecuente de la regla, lo que puede servirnos para resaltar
una regla en funcién de lo comUn que resulte su antecedente.

Si observamos que P(A N —=C) = P(A) — P(AN C), obtenemos que el
grado de confirmacion de la reglaes P(ANC) — P(AN -C) = 2P(AN
C') — P(A). Como el soporte de la regla viene dado por P(ANC') y el soporte
del antecedente es P(A), se puede obtener una definicion alternativa de la
confianza en funcion del soporte:

con firmacion(A = C) = soporte(A = C') — soporte(A)
de donde se deriva directamente
con firmacion(A = C) < soporte(A = C) (4.2)

La medida de confianza se limita a penalizar el soporte de la regla en fun-
cion del soporte de su antecedente. Dadas dos reglas igual de comunes en el
conjunto de datos de entrada, la confirmacion selecciona como regla mas inte-
resante aquélla cuyo antecedente es menos comin en los datos. Esta propiedad
hace que la confianza pueda resultar potencialmente Gtil en la extraccion de
nuevo conocimiento de una base de datos (al menos, de cara al usuario). Sin
embargo, la confianza es de dudosa utilidad en problemas de clasificacion al
no tener en cuenta la relacién entre el antecedente y el consecuente de la regla.

Si bien esta medida no resulta Gtil de un modo directo en la construccion de
clasificadores, la idea en que se basa puede emplearse para obtener tres nuevos
criterios:

e Laconfirmacion causal, cuando incluimos la regla contrapuesta en nues-
tra evaluacion de A = C:

con firmacioncqysal(A = C) =

P(ANC)+ P(mAN-C)—-2P(AN-0C)
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que, obviamente, verifica

con firmacion qysai(A = C) < soportecqysa(A = C) (4.3

En concreto, la confirmacion causal se puede definir en funcion de me-
didas ya analizadas de la siguiente manera:

con firmacioncqysal(A = C) = soportequsai(A = C)
—  soporte(A)
+ soporte(C)

Igual que la confirmacion, la confirmacion causal penaliza la evaluacion
de una regla en funcion del soporte de su antecedente. Por otro lado,
cuanto mas comn sea la clase, mas importancia le dara a la regla, lo
cual dificulta la construccién de modelos de clasificacion cuando existen
clases muy poco frecuentes. Ademas, ya se vio con anterioridad que el
soporte causal no resulta adecuado en la resolucion de problemas de
clasificacion, por lo que no le prestaremos mas atencion a esta medida.

e La confianza confirmada se obtiene si modificamos la medida basica
de confianza para tener en cuenta la calidad de la regla A = —C (es
decir, consideramos el caso de que se cumpla el antecedente pero no el
consecuente):

con fianzacon firmada(A = C) = P(C|A) — P(=C|A)
Esta medida, obviamente, cumple la siguiente propiedad
con fianzacon firmada(A = C) < con fianza(A = C) (4.9)
Si tenemos en cuenta que P(—C|A) = 1—-P(C|A), entonces P(C|A)—
P(=C|A) =2P(C|A) — 1, lo que permite expresar la confianza confir-

mada como

con fianzacon firmada(A = C) = 2 - confianza(A = C) — 1
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De la igualdad anterior se deduce que, a la hora de establecer un or-
den entre las distintas reglas utilizadas como hipotesis candidatas en la
construccion del clasificador ART, la confianza confirmada es comple-
tamente equivalente a la confianza. De hecho, la confianza confirmada
s6lo difiere de la confianza en su interpretacion semantica, al estar defi-
nida sobre el intervalo [—1, 1] en vez de estarlo sobre el intervalo [0, 1].

Finalmente, la confianza causal confirmada se deriva de las definicio-
nes de confianza causal y confianza confirmada:

Confianzacausalfconfirmada (A = C) -

1

5(P(C|A) + P(—A|-C) — P(-C' N A))

En funcion de la confianza confirmada, la expresion anterior se puede
formular de la siguiente manera:

Confianzacausal—confirmada (A = C) =

1
E(confz'anzaconﬁrmada(fl = C) + P(—-A|-())

Como se ha comprobado arriba, la confianza confirmada es equivalente
a la confianza a la hora de construir modelos de clasificacion con ART,
por lo que las conclusiones relativas a la confianza causal son aplica-
bles a la confianza causal confirmada, de modo que ésta tampoco resulta
adecuada para resolver problemas de clasificacion.

4.43.5. Conviccion

P(A)P(=C)

conviccion(A = C) = PANC)

La conviccion es una medida introducida por Brin et al. [24] como alterna-

tiva a la confianza utilizada habitualmente para extraer reglas de asociacion en
bases de datos relacionales. En este contexto, cuando las reglas de asociacion
vienen caracterizadas por su conviccion y no por su confianza se les denomina
‘reglas de implicacion’.
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La conviccion, similar en cierta medida a la confirmacion, se centra en la
relacion A = —C:

soporte(—C)
confianza(A = —C)

conviccion(A = C) = (4.5)

Cuanto menor sea la probabilidad P(A N —~C') mayor sera el valor de la
conviccion de la regla, por lo que podriamos utilizar la conviccion para encon-
trar reglas correspondientes a clases poco comunes.

Sin embargo, el dominio de esta medida no esta acotado y no resulta facil
comparar valores de conviccion porque las diferencias entre ellas no tienen
significado, lo que nos impide idear una heuristica de seleccion automatica del
umbral de conviccion en ART.

Un poco més adelante se vera una medida alternativa, los grados de certeza
de Shortliffe y Buchanan, que si esta acotada y es equivalente a la conviccion
en los casos que nos interesan a la hora de construir clasificadores ART. En
concreto, cuando hay al menos dos clases en nuestro problema de clasificacion
(soporte(C') < 1)y laregla es (til para mejorar la precision del clasificador,
lo que sucede cuando su factor de certeza es posititvo (CF (A = C) > 0), se
puede definir el factor de certeza de la regla como

1
conviccion(A = C)

CFA=0C)=1-

Utilizando la expresion anterior se evita tener que trabajar con una medida
cuyo dominio no esté acotado, sustituyéndola por otra cuyas propiedades se
analizaran con detalle un poco méas adelante en el apartado 4.4.3.11.

4.436. Interés

. , _ P(AnC)  P(C|A)
interés(A = C) = PAPC) ~ PO

Esta medida [145] hace que, cuanto mas comunes sean A y C, menor in-
terés tenga la regla, algo habitual cuando se trata de guiar el proceso de extrac-
cién de conocimiento en grandes bases de datos. Entre las propiedades de esta
medida destaca su simetria: el interés de A = C equivale al de C' = A.
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Como sucedia con la anterior medida, su dominio no esta acotado, lo que
puede dificultar su interpretacion al utilizarse en el modelo de clasificacion
ART. En cierto modo, se puede considerar complementaria a la conviccion si
tenemos en cuenta la siguiente igualdad y la comparamos con la ecuaci6n 4.5,
aunque en este caso si nos centramos en la asociacion A = C:

confianza(A = C)
soporte(C)

interés(A = C) = (4.6)

4.43.7. Dependencia

dependencia(A = C) = |P(C|A) — P(C)|

Se considera el equivalente discreto a la correlacion en dominios conti-
nuos. Sin embargo, no resulta adecuada para resolver problemas de clasifica-
cibn porque su valor es elevado para clases comunes incluso aunque la con-
fianza de laregla A = C sea minima:

dependencia(A = C) = |con fianza(A = C) — soporte(C)|  (4.7)

4.4.3.8. Dependencia causal

dependenciaegysqi(A = C) =
%((P(C\A) — P(C)) + (P(=A|-C) — P(=A))

—(P(=C|A) = P(=C)) + (P(A[=C) — P(4)))

Es una variacion de la medida de dependencia anterior orientada al analisis
de series temporales (cuando A ocurre antes que C). Como sucedia con la
anterior, tampoco resulta adecuada para resolver problemas de construccion
de modelos de clasificacion [93].
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4.4.3.9. Medida de Bhandari

Bhandari(A = C) =|P(ANC)— P(A)P(C)|

La medida de Bhandari es otra medida derivada de la medida de depen-
dencia, como demuestra la igualdad siguiente:

Bhandari(A = C) = soporte(A) - dependencia(A = C) (4.8)

De la expresion anterior se desprende que la medida de Bhandari tampoco
sera de interés a la hora de construir modelos de clasificacion con ART, al no
serlo la dependencia.

4.4.3.10. Divergencia Hellinger

La divergencia Hellinger se ide6 para evaluar la cantidad de informacion
gue aporta una regla [98] y se puede interpretar como una medida de distancia
entre las probabilidades a priori y a posteriori de las clases del problema:

Hellinger(A= C)=+/P(A)-
[(VP(ANC) = /P(C))* = (V1= P(ANC) = /1~ P(C))’]

Esta medida ha sido empleada con anterioridad en la construccion de cla-
sificadores y sera evaluada con ART en el apartado 4.4.4 de esta memoria.

4.43.11. Factores de certeza

Los factores de certeza fueron ideados por Shortliffe y Buchanan para re-
presentar la incertidumbre en las reglas del sistema experto de diagnoéstico
médico MY CIN. Desde entonces, han sido reconocidos como uno de los me-
jores modelos existentes para el desarrollo de sistemas expertos basados en
reglas. De hecho, en [136] ya se ha propuesto su utilizacion en el ambito de la
extraccion de reglas de asociacion.
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El factor de certeza de una regla de asociacion A = C' se define como

confianza(A = C) — soporte(C)

F(A =
CF(A=0) 1 — soporte(C)

cuando con fianza(A = C) > soporte(C),

confianza(A = C) — soporte(C)

CFA=C)= soporte(C')

cuando con fianza(A = C) < soporte(C), y
CFA=C)=0

en otro caso.

Esta medida de validez de una regla se puede interpretar como el grado de
variacion de la probabilidad de que C' aparezca en una tupla cuando se consi-
deran (nicamente las tuplas que contienen A. En otras palabras, cuanto mayor
sea un factor de certeza positivo, mayor sera la disminucién de la probabilidad
de que C no esté en una tupla de las que contienen A.

En situaciones extremas, la confianza de una regla determina su factor de
certeza:

confianza(A=C)=1=CF(A=C)=1

confianza(A=C)=0=CF(A=C)=-1

No obstante, los factores de certeza tienen en cuenta la probabilidad de la
clase C' ademas de la confianza de la regla y pueden utilizarse en sustitucion de
la confianza para evaluar las reglas de asociacion descubiertas por un algoritmo
de extraccion de reglas de asociacion como TBAR (seccibn 4.2).

Ademas, los factores de certeza verifican una propiedad interesante cuando
son positivos [136], que es el caso en el que son verdaderamente Utiles para
resolver problemas de clasificacion:

CF(A= C) = CF(~C = —A) (4.9)

En la resolucion de problemas de clasificacion nos podemos encontrar
frente a diversas situaciones, para las cuales resulta conveniente analizar el
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comportamiento de los factores de certeza como mecanismo de evaluacion de
las reglas candidatas a formar parte del modelo de clasificacion ART:

1.

Si existen en nuestro problema clases mas comunes que otras y se evalGan
dos reglas candidatas con el mismo valor de confianza pero correspon-
dientes a clases de distinta frecuencia, al utilizar factores de certeza se
escoge primero la regla correspondiente a la clase menos comdn, la que
permite mejorar mas el comportamiento del clasificador.

Demostracion: Supongamos que tenemos

x = confianza(A = C) = confianza(B = D) <1

¢ = soporte(C) > soporte(D) = d
Alser (z —1) <0:
cle—1)<d(x-1)
cx—c<dr-—d
—c—dr < —d—cx
Sumando « + cd a ambos lados obtenemos
r—c—dr+cd<z—d—cr+cd
que se puede expresar como
(=)= d) < (@ = d)(1—¢)

para llegar a
r—c _x—d
<
l—c~ 1—-d
Esta inecuacion se puede expresar como

confianza(A = C) — soporte(C') < confianza(B = D) — soporte(D)
1 — soporte(C) - 1 — soporte(D)
0, lo que es lo mismo:

CF(A=C)<CF(B=D)
Por tanto, partiendo de reglas con la misma confianza se obtiene el resultado

mas deseable para el clasificador: seleccionar aquella regla que corresponde a
la clase menos com(n (D). QED.
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En determinadas situaciones, la utilizacion de factores de certeza en
ART es completamente equivalente al uso de la confianza de las reglas.

Supongamos que tenemos dos reglas con factor de certeza positivo tales
que:
CF(A=C)>CFB=20)

lo que equivale a escribir

confianza(A = C) — soporte(C) _ confianza(B = C) — soporte(C')
1 — soporte(C) 1 — soporte(C')

La expresion anterior se puede reducir a la siguiente
confianza(A = C) > confianza(B = C)
en dos situaciones

e Cuando ambas reglas se refieren a una misma clase cy.

e Cuando las reglas corresponden a distintas clases que tienen la mis-
ma probabilidad: soporte(ci) = soporte(cz).

Por tanto, ART seleccionara siempre las reglas en el mismo orden inde-
pendientemente de si se utiliza la confianza o los factores de certeza para
evaluar las reglas cuando (a) las reglas se refieren a una misma clase o
(b) las clases a las que se refieren las reglas son equiprobables.

Existen ocasiones, no obstante, en las que el comportamiento de ART
varia si empleamos los factores de certeza de las reglas en sustitucion
de su confianza (esto es, cuando un factor de certeza mayor no implica
necesariamente una confianza mayor).

Demostracion: Comprobemos qué sucede cuando el factor de certeza varia de
una regla a otra y, ademas, la probabilidad de las clases que aparecen en los
consecuentes de las reglas es diferente.

Dadas dos reglas cuyos factores de certeza son positivos

CF(A= C)>CF(B = D)
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Supongamos que
¢ = soporte(C) # soporte(D) = d
x = confianza(A = C) confianza(B = D)=y
Se obtiene la siguiente desigualdad:

r—c y-—d
>
l1—-¢c  1-4d
expresion que, simplificada, se queda en

z(l—d)—c>y(l—c)—d
Para completar la demostracion distinguimos dos casos diferentes:

e Cuando la clase mas comin corresponde a la regla con mayor factor de
certeza (c > d)

z(1—d)—d>z(1—-d)—c>y(l—c)—d

z(l—d)>y(l—c)

Es decir,

confianza(A = C) > K - confianza(B = D)

soporte(—~C
_ sopor e(=C) <1

soporte(—D)
e Cuando la regla con mayor factor de certeza corresponde a la clase menos

comin (c < d)
z(l—c)—c>az(l—d)—c>y(l—c)—d

x(1l—c)—c>y(l—c)—d
d—c
1-c

>y —
Esto es,
confianza(A = C) > confianza(B = D) — A

A soporte(D) — soporte(C')

>0
soporte(—C')
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En resumen, aunque el factor de certeza de una regla esta intimamente
relacionado con su confianza, un factor de certeza mayor no implica necesa-
riamente una confianza mayor:

CF(A=C)>CF(B = D)

-
confianza(A = C) > confianza(B = D)

La frecuencia relativa de cada clase determina el orden en que ART selec-
ciona las reglas si utilizamos como medida de validez su factor de certeza. Es
decir, el comportamiento de ART variara si empleamos el factor de certeza de
una regla a la hora de evaluar hipétesis alternativas. De hecho, puede suceder
gue ART elija para ramificar el arbol de decision reglas que, intuitivamente, no
resultan adecuadas para construir un clasificador preciso.

Por ejemplo, supongamos que se nos presentan dos reglas:

e A = ¢; con soporte igual al 2% y confianza 50 %.
e B = ¢9 con soporte igual al 50 % y confianza 95 %.

El factor de certeza para la primera de ellas seria igual a 3/8 mientras que
para la segunda regla vale 3/4 (15/20 = 6/8 > 3/8) si tenemos una clase ¢;
con probabilidad 0.2 y ¢2 con probabilidad 0.8. Si las probabilidades de las
clases difiriesen, pasando a valer 0.1 y 0.9, el factor de certeza de la primera
regla seria igual a 4/9 (40/90) mientras que para la segunda valdria 1/2 (5/10),
que sigue siendo mayor que para la primera regla. Sin embargo, si la clase c;
tuviese probabilidad 0.94 y la probabilidad de c- fuese 0.06, entonces el factor
de certeza de la primera regla pasaria a ser 46/94 y el de la segunda seria ahora
igual a 1/6 (jmenor que el factor de certeza de la primera regla!).

Por tanto, debemos tener muy en cuenta las caracteristicas de los factores
de certeza al utilizarlos para resolver problemas de clasificacion. En ocasiones
pueden resultar Gtiles (p.ej. a la hora de incluir en nuestro modelo de clasifi-
cacion reglas relativas a clases muy poco frecuentes), aunque también pueden
acabar seleccionando reglas de una forma poco intuitiva (como en el caso des-
crito en el parrafo anterior, donde una pequefia variacion en las proporciones de
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las clases conduce a la obtencion de un modelo de clasificacion radicalmente
distinto y, probablemente, mucho mas complejo).

4.4.3.12. Cuestion de utilidad

Las propiedades de los factores de certeza descritas en el apartado anterior,
no obstante, sugieren una posible mejora al criterio basico empleado por ART
para evaluar las reglas obtenidas en la etapa de extraccion de reglas.

Como se comento antes, a la hora de construir clasificadores, s6lo son ver-
daderamente interesantes aquellas reglas cuyo factor de certeza es positivo,
pues son las que acrecientan nuestro conocimiento y permiten mejorar el por-
centaje de clasificacion. Por definicion, un factor de certeza positivo se obtiene
paraunaregla A = C'si

confianza(A = C) > soporte(C)

Cuando construimos un clasificador, esta condicion nos indica que afadir
la regla al modelo de clasificacion construido es mejor que emplear una clase
por defecto, al menos respecto a la clase C' en el conjunto de entrenamiento.

Lo anterior nos sugiere afiadir una restriccion adicional a las reglas que
consideran potencialmente interesantes. Si tenemos en cuenta las definiciones
del soporte y la confianza vistas con anterioridad, esta restriccion adicional,
que se corresponde con la condicion de arriba, se puede escribir como

P(ANC) > P(A) N P(C)

Podemos establecer, pues, un “criterio de utilidad’ que restrinja el conjunto
de reglas consideradas si requerimos que las reglas evaluadas por ART verifi-
guen siempre la condicion anterior. Este criterio, ademas, evita que tengamos
gue modificar la medida de evaluacion empleada habitualmente en el proceso
de extraccion de reglas de asociacion (esto es, la confianza de las reglas).

Los resultados gque se han obtenido al utilizar este y otros criterios para eva-
luar la calidad de las hipbtesis candidatas en la construccion de clasificadores
ART se muestran en la seccion siguiente.
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4.4.4. Resultados experimentales

El algoritmo ART no aboga por ninguna medida especifica para evaluar
las reglas a partir de las cuales se construye el clasificador ART, por lo que se
puede incorporar cualquiera de las medidas descritas en este capitulo.

Se ha realizado un estudio experimental para estimar la idoneidad de las
distintas medidas propuestas en la seccion anterior a la hora de construir clasifi-
cadores. Estos experimentos se realizaron empleando los mismos conjuntos de
datos utilizados para evaluar ART en el capitulo anterior (tabla 3.5), utilizando
en todas las pruebas validacion cruzada (10-CV), un umbral de soporte mini-
mo relativo igual al 5% de las tuplas y la heuristica de seleccion automatica
del umbral descrita en la seccion 3.1.3 (aplicada, en esta ocasion, a medidas de
evaluacion distintas a la confianza). Los resultados obtenidos empiricamente
se resumen en la tabla 4.5 y aparecen representados graficamente en las figuras
de las paginas siguientes.

Las conclusiones que se pueden derivar de los resultados obtenidos se pue-
den resumir en los siguientes puntos:

e El criterio de utilidad propuesto al final de la seccion anterior de esta me-
moria (apartado 4.4.3.12) consigue mejorar la precision del clasificador
ART de una forma consistente, tal como podiamos esperar (figura 4.10).
Dicho criterio construye arboles con mas hojas que la version basica de
ART (figura 4.12), lo que se traduce en un tiempo de entrenamiento al-
go mayor (figura 4.13) al tener que recorrer mas veces el conjunto de
entrenamiento para construir el clasificador (figura 4.14).

e El uso de los factores de certeza, por su parte, no logra mejorar el ren-
dimiento de ART. Esto probablemente se deba a algunas propiedades de
los factores de certeza que resultan poco intuitivas a la hora de construir
clasificadores (apartado 4.4.3.11).



Confianza Utilidad CF Conviccion  Interés Hellinger
Precision (10-CV) 79.22% 83.10% 77.67% 77.79% 53.71%  48.05%
Tiempo de entrenamiento 18.5s 22.4s 12.7s 10.7s 2.9s 1.8s
Topologia del arbol
- Hojas del érbol 36.9 50.0 28.5 30.0 4.2 1
- Nodos internos 18.3 25.2 16.2 17.3 2.6 0
- Profundidad media 741 8.71 7.39 7.33 2.12 1.00
Operaciones de E/S
- Registros 36400 50100 33100 26700 20300 7000
- Recorridos 63 89 55 59 11 3

Tabla 4.5: Resumen de los experimentos realizados con distintas medidas de evaluacion de las reglas.
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Figura 4.10: Precision del clasificador ART para distintas medidas de evalua-
cion de las reglas.

e Como cabria esperar, la conviccién consigue resultados similares a los
factores de certeza. Este hecho se debe a que, desde el punto de vista
de ART, la conviccion y los factores de certeza son equivalentes en los
casos en que resulta adecuado afiadir una regla al modelo de clasifica-
cion ART (esto es, cuando el factor de certeza es positivo), tal como se
menciono en el apartado 4.4.3.5.

o Al utilizar el interés (apartado 4.4.3.6) como medida de evaluacion de las
reglas, también se obtienen los resultados que intuitivamente se podian
esperar: como el dominio de esta medida no esta acotado, resulta indtil
la heuristica de seleccion automatica del umbral utilizada en la construc-
cion del clasificador ART. La introduccion de un margen de tolerancia
no resulta adecuada para esta medida por su definicion. En este caso,
puede que resultase mas conveniente emplear un factor de tolerancia en
vez de un margen de tolerancia.
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Figura 4.11: Profundidad del arbol ART para distintas medidas de evaluacion
de las reglas.

Sin embargo, la propia definicion de la medida de interés dificulta que
podamos establecer, en general, un valor inicial deseable para esta me-
dida de evaluacion de las reglas. El valor adecuado para este parametro
dependera del problema, por lo que el interés no parece ser una alterna-
tiva viable para la evaluacion de las reglas en ART. Podemos concluir,
por tanto, que sera preferible la utilizacion de medidas acotadas como la
confianza (y su variante, el criterio de utilidad) o los factores de certeza.

e La misma discusion realizada para la medida de interés es aplicable a
la divergencia Hellinger (apartado 4.4.3.10). Aunque el dominio de esta
medida si esta acotado, la interpretacion y comparacion de valores de
divergencia Hellinger resulta dificil, por lo que tampoco se recomien-
da su utilizacion. De hecho, en la experimentacion no se construyeron
buenos clasificadores ART con esta medida por no establecer adecuada-
mente un valor inicial deseable de divergencia Hellinger (necesario para
la heuristica de seleccion automética del umbral empleada por ART).



166

Construccion de hipotesis candidatas
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Figura 4.12: Nimero de hojas del arbol ART para distintas medidas de evalua-
cion de las reglas.
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Figura 4.13: Tiempo de entrenamiento para distintas medidas de evaluacion de
las reglas.
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Figura 4.14: NUmero de operaciones de E/S para distintas medidas de evalua-
cion de las reglas.



168 Construccion de hipotesis candidatas

En resumen, de las medidas discutidas, solo resultan adecuadas, como al-
ternativa general a la confianza, el criterio de utilidad y los factores de certeza.
La conviccion logra buenos resultados pero, al ser equivalente a los factores
de certeza en las situaciones que nos interesa y no estar acotado su dominio,
se prefiere el empleo de factores de certeza. Un dominio no acotado también
es el principal obstaculo con el que nos encontramos al emplear la medida
de interés. Finalmente, la divergencia Hellinger resulta poco adecuada por ser
dificil de interpretar para el usuario.

A pesar de lo anterior, hay que destacar que todos los criterios expuestos
pueden resultar adecuados en situaciones concretas cuando el usuario desea
obtener un modelo de clasificacion cuyas reglas componentes verifiquen pro-
piedades concretas, por lo que siempre es deseable poner a su disposicion un
amplio abanico de posibilidades, con el objetivo de permitirle guiar el proceso
de extraccion de conocimiento.

Ademas, gracias a la utilizacion de un algoritmo general de extraccion de
reglas de asociacion como TBAR, empleado aqui como parte de ART, el uso
de una o otra medida no influye en el coste computacional que supone la cons-
truccién del clasificador. Este coste es, sencillamente, proporcional a la com-
plejidad del modelo construido, tal como se puede apreciar en las figuras de
las paginas anteriores.



